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基于二值化密集卷积神经网络的表情识别算法 
温光照，徐诗楠，马云鹤，王小波 

（南京理工大学计算机与工程学院，江苏 南京 210094） 
   

摘要：人脸表情识别已成为人工智能领域的重要研究课题，但传统的卷积神经网络需要庞大的计算资

源使得其应用受限，而二值化卷积神经网络可通过快速与或运算代替原本的浮点乘法运算，大大降低了算

法对计算资源的需求。本文提出了一种基于数据增强和二值化卷积神经网络的人脸表情识别算法，通过均

值估计，在 FER2013数据集上达到了 66.15%的识别率，超越了部分基于浮点乘积运算的卷积网络，为表情

识别算法移植到小型设备中提供了可能。 
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Abstract: The research of facial expression recognition has become an important topic in the field of artificial 

intelligence. However, the requirement for huge computing resources has limited the application of traditional 
convolutional neural networks. Since the binary neural network replaces the floating point multiplication arithmetic 
by fast AND OR arithmetic, the need of computing resources can be greatly reduced. In this paper, we propose a 
facial expression recognition algorithm based on data enhancement and binary convolutional neural network, and 
66.15% expression recognition accuracy is obtained on the dataset FER2013. The algorithm has surpassed some 
convolutional neural network algorithms based on floating point multiplication arithmetic, which makes it possible 
to transplant expression recognition algorithms into small devices. 
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1 引言 

神经网络算法一直是研究人脸表情识别有力的

工具，但是基于浮点数乘法运算的复杂神经网络模

型如 VGG[1]和 Resnet[2]等，需要消耗大量的计算资

源和内存资源，严重阻碍了其在小型设备上的应用，

也使得人工智能普及到生活中的难度大大增加。而

通过神经网络二值化，我们可以将原本的浮点数运

算，转化更快的与或运算。因此，二值化神经网络

模型以其较高的模型压缩率和较快的前向传播计

算速度，近几年受到格外的重视和发展，成为神经

网络模型研究中一个非常热门的研究方向。 
由于二值化神经网络模型精确度较低，识别率

通常会低于一般基于浮点运算的神经网络模型。本

文提出了一种基于数据增强和二值化密集卷积神

经网络的人脸表情识别算法，通过均值估计，使得

二值化神经网络模型的识别率达到甚至超过部分

基于浮点数运算的卷积神经网络。 

2 相关工作 

 

2.1 数据增强 
深度学习需要大量的数据支撑，数据量过少常常会

造成过拟合等问题，因而数据增强的概念被提出。

数据增强有许多常用的方法，其核心在于对原图片

做裁剪、缩放、彩色变换、翻转等操作，生成新的

图片数据集，以达到扩充数据库的工作。2012 年

Alex 等人在论文 ImageNet Classification with Deep 
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Convolutional Neural Networks[3]中提出了一种数据

增强方式，训练时对 256*256 的图片进行随机裁剪

到 224*224，然后允许水平翻转，将原样本数倍增

到(256-224)2*2=2048，测试时对左上、右上、左下、

右下、中央做 5 次裁剪，然后翻转，共 10 张新图，

之后对 10 张图片的输出结果做平均作为识别的最

终结果。利用这种技巧和 AlexNet,  Alex 在

ILSVRC 2012 竞赛中的 top-5 识别错误率降低到了

15.3%，比上一年冠军的识别错误率降低了十几个

百分点，远超同年的第二名。 
 
2.2 卷积网络的基本原理 

 

 

图 1 卷积神经网络结构图 
Fig.1 Convolution Neural Network structure 

 
图 1 为卷积神经网络的结构图，其中， C 代表

卷积层，P 代表池化层，F 代表全连接层。卷积神经

网络的第一层是输入层，其后是若干个卷积层和池

化层，最后是连续的几个全连接层。最后一个全连

层连接输出的单元数即为分类数，该层也称为输出

层。而除了输入和输出层外的全部层都称为隐层，

隐层之间存在一个规范化和激活操作，将运算得到

的结果通过相应的规范化函数和激活函数输出从

而成为这一层的特征图。下面有关于卷积层和池化

层的详细介绍。 
2.2.1 卷积层 

相比一般的全连接网络，卷积神经网络通过局

部连接和权值共享大大减少了计算一个特征值所

需要的连接数，降低了计算的复杂性。在一个卷积

层中，可学习的卷积核将上一层的特征图进行卷积，

然后用一个规范化函数和激活函数得到一个对应

的特征图，如下表达式所示： 

 

其中𝑥𝑙
𝑘,𝑝,𝑞

代表第l层第k个卷积特征图的第(p, q)个
特征单元，𝑎𝑙

𝑘,𝑝,𝑞
代表第l层第k个卷特征图的第(p, q)

个特征单元规范化和激活后的最终输出，𝑀𝑙−1
𝑘,𝑝,𝑞

为

第(l − 1 )层上要卷积第(p, q)个特征子图的范围，

𝑊𝑙
𝑘,𝑝,𝑞

代表第l层第k个卷积特征图的第(p, q)个特征

单元对应的卷积核，𝑓𝑛𝑜𝑟𝑚()代表规范化函数，

𝑓𝑎𝑐𝑡𝑖𝑣𝑎𝑡𝑖𝑜𝑛()代表激活函数，𝑏𝑙
𝑘,𝑝,𝑞

代表第l层第k个卷

积特征图的第(p, q)个特征单元对应的偏置项。 
2.2.2 池化层 

在池化层中，通常采用最大池化层技术，获得

n ∗ n区域内的最大值作为池化的输出。在卷积过程

的前向传播中，不仅要记录该最大值，还要记录该

最大值所在输入数据中的位置，以在反向传播中把

梯度值传到对应最大值所在的位置。 
 
2.3 密集连接 

Gao Huang 等人于 2017 年提出的密集连接网

络 DenseNet[4]其核心是在保证网络中层与层之间最

大程度信息传输的前提下，直接将所有层连接起来，

即每一层的输入都源自于之前所有层的输出，表示

为： 

 

其中[𝑥0, 𝑥1,… , 𝑥𝑙−1]表示将 0 到(l − 1)层的输出特

征图做连接，即将各层的通道合并，而 H()表示在

通道合并之后做的规范化操作和非线性变换操作。 
DenseNet 这样的处理，使得密集连接可以减轻

网络传播过程中梯度消失的问题，更加有效地利用

提取出来的特征值。同时更宽而不是更深的网络结

构，也将在一定程度上减少我们所需要训练的参数

数量，在保证网络良好拟合性的情况下，减小训练

的复杂度，加快训练的速度。 
 
2.4 二值化 

在神经网络权重和激活函数的二值化方面，本

文参考了文献以下提供的方法。 
Expectation Backpropagation(EBP)[6] 是一种在

训练过程中利用真实权重值+二值化激活函数，在

测试过程中利用二值化权重值+二值化激活值的二

值化神经网络训练算法。 
Binary Connect[7]是另一种训练二值化权重值和

激活值的神经网络算法，其在训练过程中利用二值

化权重+真实权重+真实激活值，在测试过程中利用

二值化权值+真实激活函数。 
受到以上两种训练方式的启发，Bengio 组的

Binarized Neural Networks (BNNs)[5]提出了一种训

练和测试过程中都使用二值化权重值和二值化激

活值的二值化神经网络训练算法。2017 年，Sun 等

C2 INPUT C1 P1 P2 F OUTPUT 
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基于该二值化方法，提出了基于多层连接的稠密局

部二值模式（MDLBP）和二值自动编码器（BAE）
的二值化全连接神经网络算法[8]，并引入残差。在

保留 BNN 快速收敛的特性的同时，在自然人脸库

上接近甚至超过一些传统卷积神经网络的准确率。

而本文的二值化训练算法也是在 BNNs 训练算法上

做的一个扩展。 
BNNs 的核心是权值和激活值都被限制在+1 和

-1 之间，这样原本繁杂的浮点数运算就可以被简单

的与或运算代替，大大提高了网络前向传播的速度。

而在最后全连接层中，我们定义𝑎𝑙 ,W𝑙 ,𝑏𝑙分别为第l
层的激活值，权重值和偏置参数，L为网络的总层数，

则有： 

 

其中： 

 
根据网络最后一层的输出，定义最终的损失函数为： 

 
其中k是𝑎𝐿的维度，也就是对应的分类数，y 是采用

-1 和+1 的 one-hot 形式表示的二值化标签向量。如

果输出值和预期的标签值相同，就有𝑦𝑖𝑎𝐿𝑖 = 1，也就

有对应的损失函值为 0，即模型完全拟合。 
假设第 i 次的训练样本为(𝑥𝑖, 𝑦𝑖)，那么就把

BNNs 的训练问题归结为： 

 

保留二值化权值和真实权值是本网络训练的核

心，当网络进行更新的时候我们更新真实的权值，

而网络的前向传播和后向传播时利用的是我们二

值化的权值。 
 

3 主要方法 

3.1 基于五图连接的数据增强 
在吸取 2.1 中数据增强的经验后，我们也采用

裁剪的方式来对原数据库进行数据增强，如图 2 所

示。在训练集和测试集上同时将原 48*48 的灰度人

脸表情图，分别从左上，右上，左下，右下和中央

截取五张 42*42 的人脸表情图做连接，生成增强后

的表情数据库。可以发现该尺度的裁剪只是将人脸

的中心做了一个偏移，并未丢失人脸表情信息。从

人眼的角度，仍然可以清晰地看出图片对应的表情。 

 
图 2 人脸图片五裁剪 

Fig.2 Five crop of face images 
 

3.2 网络的输入部分的处理 
根据像素值直接对原图做一般的二值化处理可

能会丢失大量的图片细节，从而降低表情的识别率，

所以我们的模型的输入部分选择了对图片做[-1,1]
区间的归一化处理而非简单的二值化，对应有如下

表达式： 

 

虽然图片的输入部分是非二值化的，但是激活之后

每一层的卷积部分间传递的参数都是二值化的，而

在我们提出的网络中网络第一层的特征值连接数

是最少的，因而对整个二值化神经网络没有很大的

影响。 
 
3.3 二值化密集卷积神经网络 

在 2.3 和 2.4 中提到的密集连接和二值化神经

网络的基础上，我们提出了一种轻量级的密集二值

化卷积神经网络。如图 3 所示是我们采用的密集连

接后单个 Dense Block 的结构图。 
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图 3 Dense Block 结构图 
Fig.3 Dense Block structure 

和 DenseNet 相同的是我们也是由多个 Dense 
Block 串接构成的网络结构，但是相比 DenseNet 我

们的 Block 更小，我们的 Dense Block 仅有两层卷

积层，在 Block 内第二层的输出来源于第一层的和

本层输出的连接。本文采用的规范化方式是 Google
小组在 2015 年时提出的 BatchNormlization[9]，即使

数据做均值为 0，方差为一的归一化，以加快网络

训练速度，减小权重值的尺度的影响，同时也有模

型正则化的作用。非线性化过程就是对模型进行二

值化的过程，二值化手段和 2.4 中提到的二值化手

段相同，除了最后一层以外，每层卷积或全连接操

作后，我都对采用规范化后的参数做二值化操作，

采用二值化传递参数，同时保留非二值化参数用作

更新处理 。相比 DenseNet，我们消除了 1x1 的卷

积层，一方面是我们网络并没有那么深，另一方面

1x1 的卷积层对于二值化神经网络来说意义并不是

很大。同时我们的 Block 之间的卷积层的通道数是

随着 Block 加深而递增的，这样做可以减少我们提

取的特征数的下降速度，从而在一定程度上更加细

致的提取人脸表情特征。按照上述结构根据卷积的

Block 数，可以构建表 1 中的几个网络。 

 
表 1. 二值化密集神经网络结构 

Tab.1 Binary Dense Neural Network structure

Layers Output Size BDNN2 BDNN3 BDNN4 

Dense Block 42x42 (3x3 conv,64)x2 

Transition Layer 21x21 2x2 max pool 

Dense Block 21x21 (3x3 conv,128)x2 

Transition Layer 10x10 2x2 max pool 

Dense Block 10x10  (3x3 conv,256)x2 

Transition Layer 5x5  2x2 max pool 

Dense Block 5x5   (3x3 conv,512)x2 

Transition Layer 2x2   2x2 max pool 

Full Connect Layer  (1024 fully-connected)x2 

Classifiction Layer  7 fully-connected 

3.4 网络的输出部分的处理 
在本文网络的输出部分中，我们将五张来自相

同原像的人脸图片的输出值做平均，作为对应的原

图片的表情输出。 
假设我们的算法完全正确，那么五张图片的最

终的输出一定是相同的，即五张图的平均值一定也

就是对应原来的人脸表情。但是目前对于人脸表情

的结果仍然无法保证绝对正确，因此，在网络模型

中，人脸位置的空间的特性对人脸表情识别的结果

的影响仍然存在。尤其是在二值化过程中，利用一

个小型的二值化模型去拟合表情识别模型必然有

一定的偏差。 
但是同样的我们有理由相信我们的模型具有较

好的拟合能力，能大概率消除表情识别中的空间特

3x3 conv, 64 

BatchNorm, binary 

3x3 conv, 64 

2x2 maxpooling 

BatchNorm, binary 
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性的影响，那么的话，我们可以认为我们的五图中

存在的是小概率的偏差，也就意味着，我们如果通

过五图识别结果的均值作为图片的输出结果，可以

利用大概率的正确在一定程度上纠正小概率的偏

差，从而使人脸表情识别的结果为大概率正确的结

果，进而一定程度上提高人脸表情识别的识别率。 
 

3.5 算法流程 
如图 4 所示有我们的算法流程图。 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

图 4 算法流程 
Fig.4 Algorithm Flow  

 

4 实验部分 

4.1 人脸数据集——FER2013 
FER2013 数据集由面部 48*48 像素的灰度图像

组成，面部已经定位并居中。目前，在该数据集上

人肉眼能够达到的识别率在65 ± 5%[10]。该数据集

中训练集包含 28709 个示例，验证集包含 3589 个

示例，测试集包括 3589 个示例。其人脸表情标签为

愤怒、厌恶、害怕、高兴、悲伤、惊讶、中性 7 个

分类，训练集具体样本分布如表 2 所示。 
表 2. FER2013 训练集样本分布情况 

Tab.2 Distribution of FER2013 Training Dataset 
类型 样本数 

愤怒 3995 

厌恶 436 

害怕 4097 

高兴 7215 

悲伤 4830 

惊讶 3171 

中性 4965 

合计 28709 

4.2 实验环境配置 

硬件配置：Intel i7-4790k，主频 4.0GHz，
16G 内存，NVIDIA GTX1060 6GB。 

软件配置：Ubuntu 16.04，Cuda 8.0 GPU 并行

计算库，Theano 深度学习框架。 
4.3 实验结果的对比分析 

本实验主要在 FER2013 人脸数据集上进行。

首先，我们根据表 1 中提出的几个不同 Block 数的

网络结构做了对比实验，实验结果如表 3 所示。

可一发现深层的网络 BDNN4 达到较好的效果。 

表 3. 在 FER2013 上不同网络结构的对比试验 
Tab.3 Comparative experiment of different neural 

network structures on FER2013 
数据库 网络结构 密集连接 五图验证 识别率 

FER2013 BDNN2 是 是 61.50% 

FER2013 BDNN3 是 是 65.51% 

FER2013 BDNN4 是 是 66.15% 

同时为了测试五图均值验证的有效性，我们利

用 BDNN4 基本结构框架，在 FER2013 的数据上，

控制变量分别做了如下两个对比实验，一个是在

BDNN4 的基础上消除了密集连接部分，表示为

CBNN4，另一个是在 BDNN4 实验的基础上消除了

五图均值验证的部分，实验结果如表 4 所示。 
表 4. 五图验证和密集连接的有效性对比试验 

Tab.4 Comparison experiment of five figure validation 
and dense connections 

数据库 网络结构 密集连接 五图验证 识别率 

FER2013 BDNN4 是 是 66.15% 

FER2013 BCNN4 否 是 64.90% 

FER2013 BDNN4 是 否 61.31% 

根据实验的数据来看，在 FER2013 的数据库

上，相同的网络模型之下，采用数据增强的实验

结果比起不采用数据增强的实验结果提高了将近

5%，这也就证明了我们假设的正确性。也就是

说，五图均值验证能够利用大概率的正确性消除

一部分小概率的错误，从而达到提高表情识别准

确率的目的，其中二值化网络中是相当有效的。 
而小段的密集连接也一定程度上提高了超过

1%的表情的识别率，也说明了小型的密集连接在

我们模型中的有效性。 
同时我们也查看了近两年国内发表深度学习

归一化 

输入图像 

数据增强 

二值化密集卷积神
经网络 

五图验证 

表情分类 
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的论文中对 FER2013 的识别率，如表 5 所示。 
表 5 近年发表的国内论文中对 FER2013 的识别率 

Tab.5 Accuracy of FER2013 in domestic papers  
published in recent years 
方法 识别率 

程曦的深度卷积神经网络[11] 66.59% 

本文 BDNN4 66.15% 

翟懿奎等的迁移卷积神经网络[12] 61.59% 

可以发现相较于部分非二值化的卷积神经网络,
我们的二值化密集卷积神经网络的识别率甚至有

所提升，证明了我们的二值化密集卷积神经网络能

拥有着不亚于一般基于浮点数运算的卷积神经网

络的拟合能力，而比起程曦的深度卷积神经网络，

我们的偏差不到0.5%，但是我们的网络模型是基于

二值化的神经网络模型，网络参数的传递过程中我

们可以通过与或运算来代替一般浮点数乘积运算，

在网络的计算速度和对内存资源的需求上有着的

巨大的优势。 

5 结论 

本文中，我们在将二值化加入到卷积神经网络

的基础上，为了增强网络的拟合能力，引入了小型

的密集连接，同时提出了通过裁剪五图，即从一张

原图中裁剪出五张略有不同的图像，起到了数据增

强的目的。此外，我们认为人脸图片在空间位置晃

动的时候，仍能大概率地被我们的人脸表情模型所

识别，这样我们就可以通过五张原像相同图片的输

出结果的均值作为我们表情输出的结果，以大概率

的正确值去纠正小概率的错误，从而提高表情的识

别率。实验结果中我们也验证该方法的有效性，在

FER2013 的数据库上达到了 66.15%的识别率，使我

们的二值化卷积神经网络有着不弱于甚至强于传

统非二值化卷积神经网络的识别效果。而二值化神

经网络的运算过程可以用与或运算来代替繁杂的

浮点数运算，大大降低了运算对计算和存储资源的

需求。 
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